Laborator 3 — Selectia atributelor

Metode de selectie a trasaturilor

1. Consideratii teoretice

Selectia trasaturilor reprezintd etapa din procesul de data mining Tn urma careia pastrdm in
reprezentarea setului de date folosit doar acele trasaturi pe care le consideram mai bune (mai
relevante) pentru reprezentarea datelor. De obicei noua dimensiune a vectorilor de reprezentare este
mult mai mica decat reprezentarea curenta.

2. Entropia si Castigul Informational (IG)

O masura numita Entropy Based Discretization este o masura utilizatd in mod frecvent 1n teoria
informatiei, care caracterizeazd (im)puritatea unei colectii arbitrare de esantioane (vectori de
antrenament, documente), fiind o masurd a omogenitatii setului de esantioane. Entropia poate fi
utilizata pentru a imparti recursiv valorile unui atribut numeric.

Cagtigul informational si entropia sunt functii ale distributiei probabilistice care sustin procesul de
comunicare. Entropia este o masurd a incertitudini unei variabile aleatoare. Dandu-se o colectie S de
N esantioane grupate in ¢ concepte tinta (clase), entropia lui S relativa la clasificare esantioanelor
este:

Entropy(S) =3 p, 10g, (p,) (1)

i=1
unde p; este procentajul din S care apartine clasei |.

In toate calculele care implica entropia considerim ca 0*log, 0 este 0. Observiam ca entropia este 0
daca toti membrii din S apartin aceleasi clase si entropia este maxima (log,C) cand esantioanele sunt
egal distribuite n clase. Daca esantioanele, din colectie, sunt inegal distribuite in clase, entropia este
intre 0 si logaC.

O interpretare din teoria informatiei a entropiei este cd ea specificdi numarul minim de biti de
informatie care sunt necesari pentru a codifica clasificarea dupa un membru arbitrar din S. Daca p;
este 1, receptorul stie ca esantionul este intotdeauna 1, astfel nici un mesaj nu trebuie trimis de la
emitator si atunci entropia este 0. Pe de altd parte, daca p; este 1/c, sunt necesari ¢/2 biti pentru a
indica 1n ce clasa se gaseste esantionul curent.

Logaritmul va fi in baza 2 (chiar daca avem mai mult de 2 clase) deoarece entropia este o0 masura a
lungimii de codificare asteptatd, masurata in biti.

Pentru a intelege aceasta presupunem urmatorul exemplu. Considerdm o colectie S de 12 esantioane
(prezentata in tabelul urmator). Aceasta colectie contine 3 clase ,,a”, ,,b”, si ,,c”. 5 esantioane sunt
clasificate in clasa ,,a”, 3 in clasa ,,b” si 4 in clasa ,,c”. Pentru aceasta folosim notatia S=[5a, 3b, 4c].
Entropia lui S relativa la aceasta clasificare este:
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5 5 3 3 4 4

Entropy[5a,3b,4c]= 12Iog212 12Iog212 12'09212_1'5545
Atribute(cuvinte) ) ) ) ) ) )

Esantioane (docum atrib, | atrib, | atribs | atrib, | atribs | atribg | clasa
V1 1 5 7 0 1 1 a
Vo 1 1 0 0 7 5 b
V3 0 0 1 7 1 0 c
Va4 1 3 7 1 0 1 a
Vs 2 1 8 0 0 0 a
Vs 0 0 0 0 10 7 b
V7 0 0 7 10 7 0 c
Vg 0 0 5 3 8 1 c
Vg 2 2 5 2 0 1 a
V10 0 1 0 1 9 5 b
V11 0 1 4 1 9 2 c
V1o 1 4 6 1 0 0 a

3. Castigul informational

Pe baza entropiei este definitd o masurd a gradului de eficientd in selectia trasaturilor. Aceastd
masura este numita Cdstigul informational si reprezinta de fapt reducerea in entropie, cauzata de
gruparea esantioanelor in acord cu un atribut. Mai precis, castigul informational pentru un atribut
relativ la o multime de esantioane S este definit ca:

Gain(S, A) = Entropy(S)— >’ MEntFOIOY(SV) )

veValues(A) |S|

unde Values(A) este multimea de valori posibile pentru atributul A si S, este submultimea din S
pentru care atributul A are valoarea v.

Utilizand ecuatia de mai sus, pentru fiecare trasatura se calculeaza castigul informational obtinut
dacd multimea este impartitd utilizind acea trasatura. Se obtin valori intre 0 si 1 fiind apropiate de 1
daca trasatura imparte mulfimea originala in doud submulfimi cu dimensiuni apropiate.

Continuand cu exemplu de mai sus, vom calcula céstigul informational. Pentru simplificarea
exemplului consideram ca atributele pot lua doar 2 valori: 0 daca atributul nu este in esantion
(document) si 1 altfel. Vom nota setul de esantioane care contine un atribut Sagriniso $i cel care nu
contine acel atribut cu Sugrinizo. De exemplu pentru atrib; cele 12 esantioane sunt impartite astfel:

- 6 1n Satrib1>0 din care 51n clasa ““a” si 1 in clasa ““b”’;

- 6 TN Saurini=o din care 2 Tn clasa ,,b”” si 4 in clasa “c.
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Caéstigul informational in raport cu fiecare atribut este calculat astfel:

Gain(S, atrib,) = ENtropy(S) - 1 ENTOPY(S ) ~ 13 ENTOPY(S )
=1,5545-0,5*0,6498-0,5*0,9182 = 0,7705

Gain(s, atrib,) = Entropy(S) ——Entropy(sam.bpo) Entropy(sam.b )
=1.5545-0.66*1.2987 — 0.333*0.811278 =0.418296

Gain(S, atrib,) = ENtropy(S) ~ - ENMIOPY(S s, 0) — = ENTOPY (Sas, )
=1.5545-0.75*0.991076 - 0.25*0.0 = 0.811278

Gain(S, atrib, ) = Entropy(S) ——Entropy(Sam.W) EntrOpy(Sam.m 0)
=1.5545-0.666 *1.4056 — 0.333*1.0 = 0.284159

Gain(s, atrib,) = Entropy(S) —%Entropy(sm.b5>o) = ENtrOpy (S, )
=1.5545-0.666*1.4056 — 0.333*0.0 = 0.617492

Gain(S, atriby) = ENropy(S) ~ ENMTOPY(S g, o)~ ENTOPY(S s o)
=1.5545-0.666*1.561278 — 0.333*1.0 =0.180315

La sfarsit, dupa ce calculam céstigul informational si aplicam un prag de 0.5 vom lua in considerare
doar atributele atriby, atribs, atribs. Astfel discretizarea pe baza entropiei poate reduce dimensiunea
setului de atribute utilizand informatiile despre clase si permite selectarea celor mai bune atribute in
raport cu acele clase.

4. Tema laborator 3

Problema: Pornind de la fisierul rezultat la tema Extragerea Trasaturilor sa se calculeze céstigul
informational pentru fiecare atribut din fisier. Programul care trebuie implementat are 2 etape:

1. Etapa de calcul a relevantei unui atribut. In aceasti etapa se parcurge fisierul de la tema
,Extragerea Trasaturilor” si pentru fiecare atribut in parte se va calcula castigul informational
care este obtinut in cazul in care se imparte setul de date folosind acel atribut. Pentru calculul
castigului informational se va folosi ecuatia (2) si se va considera ca fiecare atribut are
reprezentare binara (,,0” daca atributul nu exista si ,,1” daca atributul existd indiferent de
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numirul de aparitii ale atributului in documentul curent). In aceasti etapi rezultatele se vor
salva intr-un fisier in care, in cadrul sectiunii @attribute se va trece si valoarea obtinuta
pentru acel atribut. In aceasti etapa sectiunea @data nu se modifica (se va copia din vechiul
fisier in noul fisier). Pentru exemplul de mai sus fisierul poate arita astfel (consideram
primele 8 exemple ca fiind de antrenare si ultimele 4 de testare):

@attribute atrib, 0.7705
@attribute atrib, 0.418296
@attribute atrib; 0.811278
@attribute atribs 0.284159
@attribute atribs 0.617492
@attribute atribg 0.180315
@data
1:12:53:75:16:1#a#train
1:12:25:76:5#Db # train
3:14:75:1#c#train
1:12:33:74:16:1#a#train
1:2 2:1 3:8 #a # train

5:10 6:7 # b # train

3:7 4:10 5.7 # ¢ # train
3:54:35:86:1#c#train
1:22:2 3:54:2 6.1 # a# test
2:14:15:96:5#b # test
2:13:44:15:96:2#c#test
1:12:43.:64:1#a#test

2. Etapa propriu-zisa de selectie. Consideram ca si intrare fisierul rezultat la etapa anterioara si
se va alege (impune) un prag fix. In acest caz pragul poate reprezenta numarul de atribute pe
care dorim sa 1l obtinem (de exemplu 100 atribute si atunci selectam primele 100 de atribute
care au obtinut cel mai bun céstig informational) sau pragul poate reprezenta valoarea
castigului informational, valoare peste care consideram cd v-om pastra atributul (ca si n
exemplul de mai sus). In aceasta etapa se parcurge dictionarul de cuvinte (cel din laboratorul
Extragerea trasaturilor) si se vor pastra doar atributele care respecta pragul. Dupa stabilirea
noului dictionar (de dimensiune mult mai micd decat dictionarul original) se vor reface toti
vectorii de documente astfel incat acestia sa respecte noua dimensiune a dictionarului si pe
aceeasi pozitie in vectorul de document sa fie reprezentat frecventa aceluiasi cuvant din
dictionar. Vectorii rezultati se vor salva in fisier. De data aceasta vor rezulta 2 fisiere unul
care contine doar vectorii marcati ca fiind pentru ,,Training” si unul care va contine doar
vectorii marcati cu ,, Testing”. Noii vectori vor fi salvati tot in sectiune marcata cu atributul
”@data” Fisierele rezultate daca consideram pragul de 0.5 vor fi:
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Fisierul de antrenare:

@attribute atrib; 0.7705
@attribute atribs 0.811278
@attribute atribs 0.617492

@data
1:12:73:1#a
1:13:7#b
2:13:1#c
1:12:7#a
1:22:8#a
3:10#b
273 7#c
2:53.8#c

Fisierul de test:

@attribute atrib; 0.7705
@attribute atribs 0.811278
@attribute atribs 0.617492

@data
1:225#a
3:9#Db
2:439#c
1:126#a
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